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1 dlshogiのアピールポイント 

1.1 モデル構造 

ResNetと Transformerを組み合わせた構造を採用する。 

Transformerは、局面全体を見たグローバルな特徴を捉えることができる。しかし、局所的な

特徴を学習するには比較的多くのデータ量が必要になり、ResNetと比べて学習の効率が悪い。 

一方、ResNet は、構造上、入力に近いブロックで局所的な特徴を捉えやすい帰納バイアスを

持っているため、局所的な特徴を学習する効率が良い。 

そこで、Transformerを ResNetの後ろに接続することで、ResNetが効率的に捉えた局所的

な特徴量を使って、Transformerで効率良くグローバルな特徴を捉えることができる。 

このような ResNetと Transformerを組み合わせた構造は、画像認識の分野では、「Bottleneck 

Transformers for Visual Recognition1」などで提案されている。 

1.2 ラージカーネル 

ResNetは、複数の層を重ねることで、グローバルな特徴を捉えることができる。入力に近

い層では局所的な特徴を捉えて、後続の層で、徐々にグローバルな特徴を捉えられるように

なる。 

以前より、カーネルサイズを大きくすることで、少ない層で、グローバルな特徴を捉えら

れることが知られている。しかし、現在の GPU は 3x3 のカーネルサイズに最適化されてお

り、計算速度の観点から大きなカーネルサイズは採用されていない。 

「A ConvNet for the 2020s2」では、カーネルサイズを大きくすることで、最先端の Vision 

Transformerと同等の性能が出せることが報告されている。 

「InceptionNeXt3」では、大きなカーネルを、縦と横に分割することで、計算コストを抑

えて、同等の性能が出せることが報告されている。 

第 33回世界コンピュータ将棋選手権の、Ryfamateが採用した「Ryfamate Cross Network4」

は、9x9のカーネルを 9x1と 1x9のカーネルに分割する構造を採用している。将棋の盤面が

 
1 https://arxiv.org/abs/2101.11605 
2 https://arxiv.org/abs/2201.03545 
3 https://arxiv.org/abs/2303.16900 
4 https://www.apply.computer-

shogi.org/wcsc33/appeal/Ryfamate/appeal_ryfamate_20230421.pdf 
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9x9固定であるため、ストライドが不要になり、大幅に計算コストを下げられる利点がある。 

実験5したところ、Ryfamate Cross Networkは、7x7のカーネルよりも、効率的に高い精

度が出せることが分かった。しかし、ResNetから置き換える層を増やし過ぎると、逆に精度

が下がる現象も確認できた。これは、9x1 と 1x9 のカーネルの出力がそれぞれ、1x9 と 9x1

になるため、元のサイズに戻すためにブロードキャストを行う過程で、位置情報が失われて

いるためと考えた。そこで、1x1 のカーネルを並列で加えて実験したところ、層を増やして

も精度が劣化しないことが確認できた6。 

以上の結果を元に、局所的な特徴を捉える特性を残して、グローバルな特徴も位置情報を

残しながら伝えられるように、通常の ResNetブロックを 5ブロック間隔で 9x1、1x9、1x1

のカーネルに置き換える構造を採用する。 

1.3 入玉特徴量 

コンピュータ将棋の大会で採用されている 27点法では、先手と後手で宣言勝ちの条件が異

なるため、モデルに手番の情報を入力しない限り、正しく局面を評価できない。 

しかし、ほとんどの局面では、手番を対称に捉えても問題ないため、後手の場合、反転し

た局面を学習して、手番を無視して評価する方が効率が良い。 

最近の大会では、入玉宣言で勝敗が決まる対局が増える傾向にあり、入玉の精度が勝敗に

影響してきている。 

そこで、より正確に入玉の状況を評価できるように、入力特徴量を追加することを検討し

た。 

前述の通り、手番そのものを入力特徴量に加えるのは、入玉に無関係の局面での対称性が

失われるため、あとどれくらいで入玉宣言勝ちできるかを逆算した特徴量として与えること

にする。これにより、先手、後手の違いを吸収し、対称性を維持できる。 

具体的には、以下の特徴量を追加した。 

⚫ 入玉しているか 

⚫ 敵陣の玉を除く枚数(10枚までの残り枚数。ワンホットで与える。) 

⚫ 残り点数(先手は 28点、後手は 27点までの残り点数。19を上限として残り点数をワ

ンホットで与える) 

同じ訓練データを入玉特徴量の有無で学習して、強さを計測したところ、入玉特徴量を加

えた方が強くなることが確認できた7。入玉宣言勝ちの回数は増えなかったため、入玉するか

の見極めが上手くなったと考えている。 

1.4 モデルサイズ 

これまでの dlshogi では、モデルのパラメータ数を増やすほど、同一持ち時間でも強くな

 
5 https://tadaoyamaoka.hatenablog.com/entry/2024/07/20/160442 
6 https://tadaoyamaoka.hatenablog.com/entry/2024/07/26/224144 
7 https://tadaoyamaoka.hatenablog.com/entry/2024/12/29/141617 
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ることが確認できている。 

前大会の 30ブロック 384フィルタのモデルのパラメータをさらに増やして、40ブロック

512フィルタの約 2億パラメータのモデルを学習した。 

訓練データは同一ではないが、40ブロック 512フィルタのモデルが、eloレーティングで

37.9だけ強くなった8。 

また、50ブロック 640フィルタの約 4億パラメータのモデルの学習も行ったが、floodgate

の棋譜に対する方策、価値の精度はともに大きく向上したが、探索速度が 53%程度となり、

同一持ち時間では弱くなることが確認できた（GPUにH100 PCIeを使用）。 

現状の GPU では、50 ブロック 640 フィルタのモデルは推論速度が大きく低下するため、

探索が浅くなり過ぎて、同一持ち時間で弱くなったと考える。なお、同一探索数では強くな

る。 

パラメータ数を増やすほど同一持ち時間でも強くなるというスケーリング則は、50ブロッ

ク 640フィルタあたりで、成り立たなくなることがわかった。 

ただし、モデル精度は高いため、知識蒸留することで、活用することはできる。 

1.5 定跡自動生成 

前大会の定跡自動生成の手法9で、継続して定跡の自動生成を行った。 

約 300万局面が登録されている。 

また、自動生成した定跡を、訓練データ生成、棋力測定にも活用している10。 

 

 
8 https://tadaoyamaoka.hatenablog.com/entry/2024/06/07/224348 
9 https://www.apply.computer-

shogi.org/wcsc34/appeal/dlshogi_with_HEROZ/dlshogi_with_HEROZ_appeal_detail_wcsc34_

v2.pdf 
10 https://tadaoyamaoka.hatenablog.com/entry/2024/12/22/194641 
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2 dlshogiの特徴 

以下に、これまでの dlshogiの累積的な特徴を示す。 

※下線部分は、第 34回世界コンピュータ将棋選手権からの差分を示す。 

• ディープラーニングを使用 

• 指し手を予測する Policy Network 

• 局面の勝率を予測する Value Network 

• 入力特徴にドメイン知識を積極的に活用 

• モンテカルロ木探索 

• 未探索のノードの価値に親ノードの価値を使用 

• GPUによるバッチ処理に適した並列化 

• 自己対局による強化学習 

• 詰み探索結果を報酬とした強化学習 

• 既存プログラムを加えたリーグ戦による強化学習 

• 既存将棋プログラムの自己対局データを混ぜて学習 

• 既存将棋プログラムの自己対局データを使った事前学習 

• ブートストラップ法による Value Networkの学習 

• 引き分けも含めた学習 

• 指し手の確率分布を学習 

• 同一局面を平均化して学習 

• 評価値の補正 

• SWA(Stochastic Weight Averaging) 

• 末端ノードでの短手順の詰み探索 

• ルートノードでの df-pnによる長手順の詰み探索 

• 勝敗が確定したノードのゲーム木への確実な伝播 

• PV上の局面に対する長手数の詰み探索 

• 序盤局面の事前探索（定跡化） 

• 定跡作成時に floodgateの棋譜の統計を利用した確率分布を方策に利用 

• マルチ GPU対応 (NVIDIA A100×8を使用予定) 

• TensorRTを使用 

• Optunaによる探索パラメータの最適化 

• 確率的な Ponder 

• ノードのガベージコレクションとノード再利用処理の改良 

• 飛車と角の利きのビット演算 

• 2値の入力特徴量を１ビットで転送することで推論のスループットを向上 

• Stochastic Multi Ponder 
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3 使用ライブラリ 

• Apery11 (WCSC28) 

→局面管理、合法手生成のために使用 

 

3.1 ライブラリの選定理由 

本プログラムは、将棋におけるディープラーニングの適用を検証することを目的としてお

り、学習局面生成、局面管理、合法手生成については、使用可能なオープンソースがあれば

使用する方針である。そのため、学習局面を圧縮形式(hcpe)で生成する機能を備えていて、合

法手生成を高速に行える Aperyを選定した。 

 

4 各特長の具体的な詳細（独自性のアピール） 

4.1 ディープラーニングを使用 

DNN(Deep Neural Network)とMCTSを使用して指し手を生成する。 

従来の探索アルゴリズム(αβ法)、評価関数(3駒関係)は使用していない。 

 

4.2 Policy Network 

局面の遷移確率を Policy Networkを使用して計算する。 

Policy Networkの構成には、Residual Networkを使用した。 

入力の畳み込み 1層と、ResNet 36ブロック(畳み込み 2層で構成)と Transformer 2ブロ

ック(Transformer は Attention ブロックと FFN ブロックがあるため ResNet2 ブロック換

算)で構成した。通常のカーネルサイズは 3x3（入力層の持ち駒のチャンネルのみ 1）、5ブロ

ック間隔で 9x1 と 1x9 と 1x1 を並列にしたカーネルに置き換える。フィルタ数は 512 とし

た。 

 

4.3 Value Network 

局面の勝率を Value Networkを使用して計算する。 

Value Networkは、Policy Networkと出力層以外同じ構成で、出力層に全結合層をつなげ、

シグモイド関数で勝率を出力する。 

 

4.4 入力特徴にドメイン知識を積極的に活用 

Alpha Zeroでは、入力特徴に呼吸点のような囲碁の知識を用いずに盤面の石の配置と履歴

局面のみを入力特徴とすることで、ドメイン知識なしでも人間を上回ることが示された。し

 
11 https://github.com/HiraokaTakuya/apery 
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かし、その代償として、入力特徴にドメイン知識を活用した AlphaGo Lee/Masterに比べて

倍のネットワークの層数が必要になっている。AlphaGo Zeroの論文の Figure 3によると、

ネットワーク層数が同一のバージョンでは Master を上回る前にレーティングが飽和してい

る。 

強い将棋ソフトを作るという目的であれば、積極的にドメイン知識を活用した方が計算リ

ソースを省力化できると考えられる。 

そのため、本ソフトでは、入力特徴に盤面の駒の配置の他に、利き数と王手がかかってい

るかという情報を加えている。それらの特徴量が学習時間を短縮する上で、有効であること

は実験によって確かめている。 

 

4.5 モンテカルロ木探索 

対局時の指し手生成には、Policy Network と Value Network を活用したモンテカルロ木

探索を使用する。 

ノードを選択する方策に、Policy Networkによる遷移確率をボーナス項に使用した PUCT

アルゴリズムを使用する。PUCT アルゴリズムは、AlphaZero の論文12の疑似コードに記述

された式を使用した。 

また、末端ノードでの価値の評価に、Value Networkで計算した勝率を使用する。 

通常のモンテカルロ木探索では、末端ノードから複数回終局までプレイアウトを行った結

果（勝率）を報酬とするが、将棋でランダムなプレイアウトは有効ではないため、プレイア

ウトを行わず Value Networkの値を使用する。 

 

4.6 未探索のノードの価値に親ノードの価値を使用 

モンテカルロ木探索の UCB の計算時に、未探索の子ノードがある場合、そのノードの価

値に何らかの初期値を与える必要がある。子ノードの価値は親ノードの価値に近いだろうと

いう将棋のドメイン知識を利用し、それまでの探索で見積もった親のノードの価値を動的に

初期値として使用する。ただし、ノードの訪問回数が増えるに従い、その価値の減衰を行い、

幅より深さを優先した探索を行う(FPU reduction)。 

 

4.7 GPUによるバッチ処理に適した並列化 

複数回のシミュレーションを順番に実行した後、それぞれのシミュレーションの末端ノー

ドの評価をまとめて GPU でバッチ処理する。その後、評価結果をそれぞれのシミュレーシ

ョンが辿ったノードにバックアップする。以上を一つのスレッドで行うことで、マルチスレ

ッドによる実装で課題となる GPU の計算後にスレッドが再開する際にリソース競合が起き

 
12 http://science.sciencemag.org/content/362/6419/1140 
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る問題（大群の問題）を回避する。 

GPUで計算中は、CPUが空くため、同じ処理を行うスレッドをもう一つ並列で実行する。

2 つのスレッドが相互に CPU と GPU を利用するため、利用効率が高い処理が可能となる。 

 

4.8 自己対局による強化学習 

事前学習を行ったモデルから開始して、AlphaZero13と同様の方式で強化学習を行う。自己

対局により教師局面を生成し、その教師局面を学習したモデルで、再び教師局面を生成する

というサイクルを繰り返すことでモデルを成長させる。 

2018年の大会で使用した elmoで生成した教師局面で収束するまで学習したモデルに比べ

て、自己対局による強化学習によって有意に強くすることができた。 

 

4.9 詰み探索結果を報酬とした強化学習 

自己対局時に終局まで対局を行うと、モンテカルロ木探索の特性上、詰むまでの手順が長

くなる傾向がある。勝率予測に一定の閾値を設けることで、終局する前に勝敗を判定するこ

とで対局時間を短縮できるが、モデルの精度が低いうちは誤差が大きいため、学習精度に影

響する。 

この課題の対策として、df-pnによる高速な長手数の詰み探索の結果を報酬とした。単純に

すべての局面で詰み探索を行うと、自己対局の実行速度が大幅に落ちてしまう。自己対局は

複数エージェントに並列で対局を行わせ、各エージェントからの詰み探索の要求をキューに

溜めて、詰み探索専用スレッドで処理するようにした。エージェントが GPU の計算待ちの

間に詰み探索が完了する。エージェントが探索している局面は別々のため、時間のかかる詰

み探索の要求が集中することは少ない。これにより自己対局の速度を大幅に落とすことなく

長手数の詰み探索を行えるようになった。 

 

4.10 既存プログラムを加えたリーグ戦による強化学習 

自分自身のプログラムのみで強化学習を行うと戦略に弱点が生まれる可能性がある。弱点

をふさぐには多様なプログラムによるリーグ戦が有効だが、複数のエージェントを学習する

にはエージェント数の分だけ余分に計算資源が必要になる。 

計算資源を省力化して、リーグ戦の効果を得るために、オープンソースで公開されている

既存の将棋プログラムを 1/8の割合でリーグに加えて強化学習を行うようにした。 

 

4.11 既存将棋プログラムの自己対局データを使った事前学習 

本プログラムを使用して、Alpha Zeroと同様に、ランダムに初期化されたモデルから強化

 
13 https://arxiv.org/abs/1712.01815 
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学習を行うことも可能だが、使用可能なマシンリソースが足りないため、スクラッチからの

学習は行わず、既存将棋プログラムの自己対局データを教師データとして、教師あり学習で

モデルの事前学習を行う。 

教師データには、elmoで生成した自己対局データを使用した。 

 

4.12 既存将棋プログラムの自己対局データを混ぜて学習 

以前の dlshogi は、入玉宣言勝ちできる局面でなかなか入玉宣言勝ちを目指さないという

課題があった。 

自己対局では入玉宣言勝ちの棋譜が少ないため、それを補うため既存将棋プログラム(水匠)

の自己対局で、入玉宣言勝ちの棋譜を生成し、dlshogiの自己対局のデータに混ぜて学習した。 

 

4.13 ブートストラップ法による Value Networkの学習 

Value Networkの学習の損失関数は、勝敗を教師データとした交差エントロピーと、探索

結果の評価値を教師データとした交差エントロピーの和とした。 

このように、本来の報酬（勝敗）とは別の推定量（探索結果の評価値）を用いてパラメータ

を更新する手法をブートストラップという。 

経験的にブートストラップ手法は、非ブートストラップ手法より性能が良いことが知られ

ている。 

 

4.14 引き分けも含めた学習 

将棋はルールに引き分けがあるゲームであるため、引き分けも正しく学習できる方が望ま

しい。そのため、自己対局で引き分けとなった対局も学習データに含めて学習した。 

 

4.15 指し手の確率分布を学習 

以前の dlshogi では、指し手のみを学習していたが、AlphaZero と同様に、自己対局時で

MCTSで探索した際のルート局面の子ノードの訪問回数に従った確率分布を学習するように

変更した。確率分布を学習することで、最善手と次善手の行動価値が近い場合に、次善手の

行動価値を正しく学習できるようになる。 

確率分布を学習することで、floodgateの棋譜に対する一致率が向上することが確認できた

が、対局して強さを計測すると弱くなるという現象が確認できた。原因は、モデルの方策の

出力の性質が変わるため、探索パラメータの調整が必要なためであった。Optunaを使用して

探索パラメータを最適化(4.27 参照)することで、指し手のみを学習したモデルよりも強くす

ることができた。 
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4.16 同一局面を平均化して学習 

自己対局では、序盤の同一の局面の教師データが多く生成される。それらの重複した局面

を別のサンプルとして学習すると、モデルの学習に偏りが起きる。 

局面の偏りをなくするために、同一の局面を集約し、指し手の確率分布と勝敗を平均化し、

1サンプルとして学習した。 

4.17 評価値の補正 

自己対局で生成するデータには、MCTS で探索して得られた勝率(最善手の価値)を局面の

評価値を記録し、学習時にブートストラップ項(4.13 参照)として使用している。記録した評

価値(勝率)が、実際の対局の結果から算出した勝率と一致しているか調べたところ、乖離して

いるという現象が確認できた。そのため、評価値を実際の自己対局での勝率に合うように、

補正を行った。 

 

4.18 SWA(Stochastic Weight Averaging) 

画像認識の分野でエラー率の低減が報告されている手法である、SWA(Stochastic Weight 

Averaging)をニューラルネットワークの学習に取り入れた。一般的なアンサンブル手法では、

推論結果の結果を平均化するが、SWAでは学習時に一定間隔で重みを平均化することでアン

サンブルの効果を実現する。 

 

4.19 末端ノードでの短手順の詰み探索 

モンテカルロ木探索の末端ノードで、5 手の詰み探索を行い、詰みの局面を正しく評価で

きるようする。並列化の方式により、GPUで計算中の CPUが空いた時間に詰み探索を行う

ため、探索速度が落ちることはない。 

 

4.20 ルートノードでの df-pnによる長手数の詰み探索 

モンテカルロ木探索は最善手よりも安全な手を選ぶ傾向があるため詰みのある局面で駒得

になるような手を選ぶことがある。 

対策として、詰み探索を専用スレッドで行い、詰みが見つかった場合はその手を指すよう

にする。 

詰み探索は、df-pnアルゴリズムを使って実装した。優越関係、証明駒、反証駒、先端ノー

ドでの 3手詰めルーチンにより高速化を行っている。 

 

4.21 勝敗が確定したノードのゲーム木への確実な伝播 

モンテカルロ木探索で構築したゲーム木の末端ノードで詰みが見つかった場合、その結果

をゲーム木に伝播して利用する。つまり、モンテカルロ木探索に、AND/OR木の探索を組み
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合わせて、詰みの結果を確実にゲーム木に伝播するようにする。 

 

4.22 PV上の局面に対する長手数の詰み探索 

ディープラーニング系の将棋 AIは、選択的に探索を行うために、終盤の局面で読み抜けが

あると、頓死することある。 

頓死を防ぐため、PV上の局面に対して、df-pnによる長手数の詰み探索を行い、詰みが見

つかった場合、局面の価値を更新するようにする。 

 

4.23 序盤局面の事前探索（定跡化） 

出現頻度の高い序盤局面は、対局時に探索しなくても、事前に探索を行い定跡化しておく

ことができる。また、事前に探索することで、対局時よりも探索に時間をかけることができ

る。 

ゲーム木は指数関数的に広がるため、固定の手数までの定跡を作成するよりも、有望な手

順を選択的に定跡に追加する方が良い。自分が指す手は、1 つ局面につき最善手を 1 手（ま

たは数手）登録し、それに対する応手は、公開されている定跡や棋譜の統計情報を使って確

率的に選択する。その手に対して、また最善手を 1 手（または数手）登録する。この手順に

より、頻度の高い局面については深い手順まで、頻度の低い局面については短い手順の定跡

を作成することができる。 

 

4.24 定跡作成時に floodgateの棋譜の統計を利用した確率分布を方策に利用 

定跡を自分自身の探索のみで作成した場合、読み抜けがあった場合に定跡を抜けた後に不

利な局面になる恐れがある。そのため、モンテカルロ木探索の PUCTの計算で、方策ネット

ワークの確率分布と floodgate の棋譜の統計を利用した確率分布を平均化した確率分布を利

用し、致命的な読み抜けを防止する。 

 

4.25 マルチ GPU対応 

複数枚の GPUを使いニューラルネットワークの推論を分散処理する。 

「4.7 GPU によるバッチ処理に適した並列化」の方式により、GPU ごとに 2 つの探索ス

レッドを割り当てることで、GPUを増やすことでスケールアウトすることができる。ノード

の情報は、すべてのスレッドで共有する。 

確認できている範囲で 4GPUまでほぼ線形で探索速度を上げることができている。 

 

4.26 TensorRTを使用 

モデルの学習にはディープラーニングフレームワークとして PyTorch を使用しているが、



11 

 

対局プログラムには、推論用ライブラリの TensorRTを使用する。 

TensorRT を使うことで、事前にレイヤー融合などのニューラルネットワークの最適化を

行うことで、推論を高速化することができる。TensorCoreに最適化されており、TensorCore

を搭載した GPU では CUDA+cuDNN で推論を行う場合より、約 1.33 倍の高速化が可能に

なる14。 

また、対局の実行環境にディープラーニングフレームワークの環境構築を不要とすること

を目的とする。 

 

4.27 Optunaによる探索パラメータの最適化 

PFN により公開された Optuna15を使用して、モンテカルロ木探索の探索パラメータ

（PUCTの定数、方策の温度パラメータ）を最適化した。 

Optuna は、主にニューラネットワークの学習のハイパーパラメータを最適化する目的で

利用されるが、将棋エンジン同士の連続対局の勝率を目的関数として、探索パラメータの最

適化に使えるようにするスクリプト16を開発した。Optunaの枝刈り機能により、少ない対局

数で収束させることができる。 

 

4.28 確率的な Ponder 

モンテカルロ木探索は確率的にゲーム木を成長させる。その特性を活かして、相手が思考

中に、相手局面からモンテカルロ木探索を行うことで、確率的に相手の手を予測して探索を

行うことができる。予測手 1手のみを Ponderの対象とするよりも、効率のよい Ponderが実

現できる。 

 

4.29 ノードのガベージコレクションとノード再利用処理の改良 

世界コンピュータ将棋オンライン大会でノード再利用に 10 秒以上かかる場合があるこが

わかったため、ノード再利用の方式の見直しを行った。 

以前は、オープンアドレス法でハッシュ管理を行っており、ルートノードから辿ることが

できないノードをすべてのハッシュエントリに対して線形探索してノードの削除をおこなっ

ていた。 

これを、Leela Chess Zeroのゲーム木の管理方法17を参考に、ゲーム木をツリーで管理を

行うようにし、ルートの兄弟ノードをガベージコレクションする方式に変更した。ノードの

 
14 https://tadaoyamaoka.hatenablog.com/entry/2020/04/19/120726 
15 https://optuna.org/ 
16 

https://github.com/TadaoYamaoka/DeepLearningShogi/blob/master/utils/mcts_params_optimi

zer.py 
17 https://tadaoyamaoka.hatenablog.com/entry/2020/05/05/181849 
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合流の処理が行えなくなるという欠点があるが、ノード再利用を短い時間で行えるようにな

った。 

 

4.30 飛車と角の利きのビット演算 

第 31回世界コンピュータ将棋選手権の Qugiyのアピール文章18による、飛車、角の利きを

ビット演算により求める方法を実装した（実装はやねうら王のソースコードを参考にした）。

ZEN2の CPUでNPSが約 1% 向上した。 

 

4.31 2値の入力特徴量を１ビットで転送することで推論のスループットを向上 

マルチ GPUを使用した場合、4GPU以上では CPUと GPU間の帯域がボトルネックにな

るため、2値の入力特徴量を floatの代わりに、1bitで表現し、GPUにビットで転送後、GPU

側で CUDAのプログラムでバッチ単位に並列に floatに戻す処理を実装した。こうすること

で、転送量が削減でき、NPSが 36.6%向上した。 

 

4.32 Stochastic Multi Ponder 

相手番に、相手番の局面から探索を行う Stochastic Ponder（4.28参照）と、次の相手の指

し手を複数予測し、並列に分散して探索を行うMulti Ponderを組み合わせて使う。 

shotgunで実装されていたMulti Ponder19では、技巧 2のMulti PVの結果を利用してい

るが、dlshogiの Stochastic Ponderでは、ほとんどの場合、相手局面でのゲーム木が展開済

みであり、ルートの子ノードの訪問回数を参照することで、有望な予測手を N手取得するこ

とができる（ゲーム木が未展開の場合は、方策ネットワークの推論結果を使用する）。 

また、予測した N 手以外の手が指された場合、Stochastic Ponderでも並列に探索を行っ

ているため、Multi Ponderを使用しない場合と遜色のない手を指すことができる。 

ponderhit した場合、次の局面の指し手予測の第一候補をその ponderhit したエンジンに

割り当てることで、前回の探索結果を再利用する。 

 

 
18 https://www.apply.computer-shogi.org/wcsc31/appeal/Qugiy/appeal_210518.pdf 
19 http://id.nii.ac.jp/1001/00199872/ 


